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OZET. Diinya yiizeyinin %70’i sularla kaplidir ve su yasamin devami igin hayati 6nem tasiyan dogal
kaynaklardan biridir. Diinya niifusunun, sanayilesmenin ve kentlesmenin hizla artmasi kullanilabilir tatli su
kaynaklarmin hizla azalmasina ve su kirliliginin artmasina neden olmaktadir. Su kalitesini bozan bu
kirleticilerin tespiti ve kontrolii pahali ve zaman alic1 laboratuvar ¢aligmalart ile siirdiiriilmektedir. Ancak akill
sistemlerdeki gelisim ve kiiresel iklim sorunu nedeniyle daha hizli ve ucuz tespit yontemlerinin kullanilmasin
giindeme getirmistir. Bircok gelismis iilke nehir su kalitesinin izlenmesi i¢in yapay zekaya dayali yontemleri
kullanmaya baslamustir. Bu ¢alismada nehir su kalitesinin izlenmesinde faydali olacak 4 farkli denetimli
makine 6grenme yontemi tanitilmis ve Sakarya Nehri iizerinden segilen ii¢ istasyondaki ge¢mis veriler
kullanilarak su kalitesi tespitindeki performanslar karsilastirilmigtir. Destek vektdr makineleri, rassal orman,
lineer diskriminant analizi ve lojistik regresyon yontemleri yardimiyla ikiserli olarak istasyonlarin su
kalitesinin siniflandirilmasi gergeklestirilmistir. Dengeli bir veri yapisina sahip oldugundan dogruluk kriterine
gbre suyun degisimini izlemede en yiiksek performansa sahip yontemin destek vektér makineleri oldugu
belirlenmistir.

Anahtar Kelimeler: Su Kalitesi, Denetimli Makine Ogrenme Yontemleri, Destek Vektor Makineleri,
Lojistik Regresyon, Rassal Orman

GIRIS

Canli yasaminin siirdiiriilebilirligi tizerinde atmosfer kadar suyun da onemi biiyiiktiir.
Insan hayatinin yani sira, tiim canlilarin ve yasam ortammin korunmasi i¢in su en temel
kaynaktir. Tiim ekosisteme yetecek kadar temiz su kaynaklarinin bulunmasi her gecen giin
zorlagmaktadir. Su kaynaklari, insan yasaminin ve ekonomik kalkinmanin temelidir ve
saglik ve cevre ile yakindan iligkilidir. Su kalitesinin dogru tahmini, su yonetiminin ve
kirlilik kontroliiniin anahtaridir.

Diinya iizerinde 1,4 milyar km® su bulunmaktadir ve bunlarin sadece %2,5 i tatli su
kaynaklarindan olusmaktadir [ 1,2]. Bu su kaynaklarinin ise sadece %0,3 {i gl ve akarsularda
bulunmaktadir [3]. 2025 yilindan sonra 3 milyar insanin su kith§1 yasayacagi
ongoriilmektedir. Gilintimiizde ise dokuz kisiden birinin giivenilir kaynaklardan igme suyuna
ulasamadig1 belirlenmistir [4]. Su kaynaklar1 sonsuz olmadigindan, su kirliliginin
azaltilmas1 kullanilabilir su kaynaklarinin artmasina neden olacaktir.
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Yiizey su kaynaklar1 diinya c¢apinda birincil tatll su kaynaklaridir. Tatli su kaynaklar
icerisinde ise nehirler hayati 6neme sahiptir. Yagmur, erozyon gibi dogal olaylar, kentsel ve
tarimsal kirleticiler, niifus artisi, aritilmayan kanalizasyon ve endiistriyel faaliyetler sonucu
ortaya ¢ikan kirleticiler gibi temel unsurlar nehir suyunun kalitesi {izerinde olumsuz etkiye
sahiptir [5]. Bu su kaynaklarindaki bozulma, igme suyunun mevcudiyeti, ekonomik
kalkinma ve gelecekteki stratejiler tizerinde 6nemli problemlere yol agabilir [5]. Nehir suyu
kalitesi degerlendirmesi, su kaynaklari yonetim planlarin1 gelistirmek i¢in en 6nemli
gorevlerden biridir.

Su kirliliginin takibi i¢in su kalitesi gozlem istasyonlarindan faydalanilmaktadir. Bu
istasyonlardan belirli araliklarla alinan olgiimlerle kirleticilerin tespiti yapilabilmektedir.
Ancak, geleneksel yontemlerle suyun kullanim amaglarina uygun olarak degerlendirilmesi
oldukca zaman alic1 ve pahali bir yontemdir. Su yonetiminin dogru ve giivenilir bir sekilde
yiiriitiilebilmesi i¢in son yillarda makine 6grenme yontemlerinden yararlanilmaktadir [6, 7,
8,9, 10, 11, 12]. Makine 6grenme yontemlerindeki gelisme, veri analitigi, akilli sensorlerin
maliyetinin uygun hale gelmesi, elde edilen sonuglarin isletme maliyetlerini azaltmasi yapay
zekaya dayal1 ¢oziimlerin benimsenmesini arttirmistir. Yeni nesil siirdiiriilebilir su yonetim
sistemlerinde kisa ve uzun vadeli etkin tahminlerde bulunulabilmektedir. Bu nedenle
gelismis llkelerde su kalitesi izleme calismalari, sensorlere dayali olarak elde edilen
Olclimlerin makine 6grenme yontemleri kullanilarak analiz edilmesiyle daha hizli ve daha
giivenilir bir sekilde yiiriitiilmektedir [6, 7,9, 12, 13]. ABD ve Kanada’da 2030 yilina kadar
yapay zeka ile siirdiiriilebilir su yonetimi i¢in 6,3 milyar dolarlik yatirim yapmay1
planlamaktadir [7].

Denetimli 6grenme yontemleri, makine 6grenme uygulamalarinda siklikla kullanilan
yontemlerdir. Onceden sinifi bilinen birimlerin agiklayici degiskenlerle ile siniflandiriimast
amacina hizmet eden bu yontemlerde, veri seti iki kisma ayrilmaktadir. Egitim agamasinda
modelin parametrelerinin tahmini yapilirken, test asamasinda yeni elde edilecek verilerin
dogru tahmin edilip edilmedigine dair performans kriterleri hesaplanmaktadir. Bu nedenle,
bu yontemlere “Denetimli Ogrenme Yontemleri” adi verilmektedir. Denetimli 6grenme
yontemlerinden genellikle regresyon ve smiflandirma c¢alismalarinda yararlanilmaktadir.
Siniflandirma amacli denetimli 6grenme yontemleri arasinda dogrusal diskriminant analizi
(Linear Discriminant Analysis-LDA), lojistik regresyon, karar agaglari, karar ormani, destek
vektor makineleri (DVM), Naive Bayes vb. yontemler siklikla kullanilmaktadir [13, 14].

Su kalitesinin istasyonlar arasindaki degisiminin tespiti hizli karar alma mekanizmalarina
olanak saglayarak, erken miidahale ile suyun korunmasina imkan vermektedir. Bu amagla,
calismada Sakarya Nehri lizerinden segilen 3 istasyondan 2014-2018 yillarina ait su kalite
Ol¢iim degerleri ele alinmis ve istasyonlar arasindaki su degisiminin tespitinde denetimli
makine 6grenme yontemleri kullanilmistir. Denetimli 6grenme yontemleri olarak LDA,
karar ormani, DVM ve lojistik regresyon yontemleri secilmistir. Bu ydontemlerin istasyondan
istasyona su degisimini tespitteki performanslar ¢esitli kriterler ile karsilagtirilmis ve en
etkin siiflandirma yontemi tespit edilmeye caligilmigtir.

MATERYAL VE METOD
Calisma Alani ve Veri Toplama

Sakarya Nehri, Tirkiye’nin en uzun iigiincii nehri olup, Eskisehir ili Cifteler mevkiinde
dogan bir nehirdir. 824 km uzunlugundaki nehir, bir¢ok ilden gectikten sonra Karadeniz’e
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dokiilmektedir. Gegtigi bolgelerden Sakarya alt havzasina gelene kadar yerlesim yerlerinden
ve sanayi bolgelerinden gelen bir¢cok kirleticiye maruz kalmaktadir. Tiim bu kirletici
unsurlara ragmen gectigi bolgelerdeki tarim arazilerinin sulanmasina katki saglamaktadir
[29]. Bu calismada Sakarya Nehri iizerinden DSI 3. Bolge alaninda kalan 3 istasyon ele
alimmustir: Mudurnu Cay1 Dere Mahallesi Koprii, Sariyar Baraj Cikis1 ve Kocagay Deresi
Kayabogazi Baraj Cikis1.

llgili istasyonlara ait 2014-2018 yillar1 arasinda tutulan, BODS (Biyolojik Oksijen
Ihtiyaci-mg/L), Cl- (Kloriir-mg/L), DO (Coziinmiis Oksijen- mgO2 /L), EC (Elektriksel
[letkenlik- Mikromhos/cm), Ca++ (Kalsiyum-mg/L), K+ (Potasyum-mg/L), M-Al (mg/L),
Mg++ (Magnezyum-mg/L), NH4N (Amonyum Azotu-mg/L), O-PO4 (Orta Fosfat-mg/L),
Ph (Alkalinite), Na+(Sodyum-mg/L), Pv (Permanganat Degeri-mgO2/L), SO4 (Siilfat-
mg/L), T (Sicaklik-°C), TDS (Toplam Coziinmiis Katilar-mg/L), TH (Toplam Sertlik-
mg/LcaCO3) su karakteristiklerine iliskin veriler DSI’den temin edilmistir. Bu degiskenlere
ait diizenli olgiimlerin yapildig1 toplam 384 adet kayit soz konusudur. Istasyonlarmn
konumlarina iliskin harita Sekil 1°de verilmistir.
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Sekil 1. Calisma Alamindaki fstasyonla;ln Konumlar

Metod

Bu calismada Sekil 1°de konumlar1 verilen istasyonlar arasinda su kalitesinin denetimli
makine 6grenme yontemleri olan rassal orman, LDA, lojistik regresyon ve DVM yardimiyla
simiflandirilmas: amaglanmistir. Analizler R programlama dili ve MATLAB programi
kullanilarak gerceklestirilmistir.

Rassal Orman

Rassal ormanlar (Random Forest —RF) veya rassal karar ormanlari, aga¢ temelli bir
makine 6grenme yontemidir. Agac temelli yaklagimlarin kapsaminin genisletilerek birden
fazla agacin birlikte kullanildig1 torbalama (bagging) yontemi ile elde edilecek tahminin
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giivenilirliginin arttirllmast amaglanmistir [20]. Rassal ormana dayali siniflandirma
caligsmalarinda rassal ormanin tahmini, olusturulan ¢ok sayida karar aga¢larinin tahminleri
arasindaki en baskin siftir.

Eger ormanda K adet aga¢ varsa, bir m sinifinin aldig1 oy sayisi Esitlik (1)’ de verilmistir.

Um = Z?:J_I(ﬁ; == ]‘?’1) Eqn 1

Burada, I, indikator fonksiyondur. ¥, belirli bir durumda i’inci agacin tahminidir. Tiim bu
oylar hesaplandiginda, rassal ormanin tahmini en fazla oyu alan siniftir ve

P argmax
y= mE{l,:,..uK}Lm Eqn 2

seklinde belirlenir. Regresyon ¢alismalarinda da kullanilan rassal orman algoritmasi, karar
agaclarindan daha etkin sonuglar vermektedir [21].

Rassal ormana dayali smiflandirma c¢alismalarinda iki diizenleme parametresi
bulunmaktadir. Ormandaki agag sayisi (K) ve rassal olarak her diigiimde segilen tahmin edici

sayist m’dir. Smiflandirma c¢alismalarinda genellikle m = 1;"; olarak kullanilmakta ve p,

degisken sayisin1 gostermektedir. Rassal orman algoritmasinda, veri seti ¢ok fazla siniftan

olusuyorsa diigiim sayis1 artmaktadir. Bunun sonucunda siniflama performansi diismektedir
[22].

Dogrusal Diskriminant Analizi

Dogrusal diskriminant analizi, birimlere ait p tane 6zelligi bilinen k adet siniftan birine,
tizerinde yeni 6l¢tim yapilmis bir birimin atanmasini saglayan denetimli bir makine 6grenme
yontemidir. Birimlerin siniflandirilmasinda  diskriminant fonksiyonu adi verilen
matematiksel esitliklerden faydalanilir Bu atama yapilirken birimlerin en az hata ile ait
olduklar1 smifa atanmasi amaclanmaktadir. LDA araciligi ile elde edilen ayirict
fonksiyonlarin etkin sonuglar vermesi, LDA’nin dayandigi varsayimlarin saglanmasina
baglidir [23]. Bunlardan en onemlisi her degiskenin normal dagilima sahip olmasi
gerektigidir. 4, ve A, iki farkli kitle olsun. X, k-boyutlu bir gézlem vektoriinii gostermek
tizere iki grup i¢in diskriminant fonksiyonu,

D, = dy +d X+ -+ d Xy, Eqn. 3

seklindedir. Burada D, diskriminant fonksiyonunun degerini, d,, ise k’inct degiskenin
katsayisin1 gostermektedir [24].

Lojistik Regresyon Analizi

Lojistik regresyon, siniflandirma problemlerinde veri setinin normal dagilima sahip olma
varsayiminin saglanmamasi durumunda diskriminant analizinin alternatifi olarak siklikla
kullanilan bir makine &grenmesi yontemidir. Sigmoid (lojistik) fonksiyonu yardimiyla
dogrusal olarak iyi bir sekilde siniflandirilamayan birimlerin siniflandirilmasinda kullanilir.
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Ikili lojistik regresyon analizinde, bagimli degiskenin diizeylerini igin 1 ve 0 degerleri
kullanilabilir. Bu nedenle bagimli degisken Bernoulli dagilimina sahiptir. g = [8, 51, ..., p]
bilinmeyen parametreler vektoriind, x;, p X 1 boyutlu bagimsiz degigkenler vektoriinii
gostermek tizere, E(Y|X = x.) = w(x;) kosullu olasilig1 olmak iizere, lojistik regresyon
modelinin kosullu olasilig1 Esitlik (4)’ de verilmistir [21, 24].

glPo+Fix) 1

H(xz') = P(Y = 1|xi) = 1+elPotP %) = 1+~ BotFo¥y

Eqgn. 4

Destek Vektor Makineleri

Destek vektor makineleri ilk kez Vapnik vd. tarafindan dogrusal ve dogrusal olmayan
siiflandirma problemlerinin ¢6ziimii i¢in gelistirilmis popiiler bir siniflandirma yontemidir
[25]. Veri yapisina bagh olarak farkli ¢ekirdek fonksiyonlar: kullanilabilmektedir. Bu
sayede dogrusal ve dogrusal olmayan simiflandirma islemlerini basarili bir sekilde
gerceklestirdiginden, gergek diinya problemlerinde yaygin bir kullanima sahiptir.

DVM’nde amag iki boyutlu uzayda bir siniflandirma yaparken, yiiksek boyutlu 6znitelikler
uzayimda hiper diizlemlerin maksimal marjli olarak ayrilmasini saglamaktir. Bu amagla,
DVM dogrusal asitsizlik kisitlar1 altinda kuadratik fonksiyonun ¢oziimii i¢in konveks
optimizasyonu kullanir. Siniflandirma igleminde tam olarak ayristirilabilir verilerle
calisildiginda tiim veriler bir hiper diizlem ile ayristirilabilmektedir.

Ikili smiflandirma probleminde, egitim verilerine ait bagimsiz degiskenler vektorii,
x, = {x,,%,,..x,}, x; € R¥ ve bunlarin karsilik gelen bagiml degisken y, € {—1,1} olarak
gosterilsin SVM'nin temel amaci, +1 etiketli vektore ait bir diizlem ve -1 etiketli vektore ait
diizlem yaratarak, gbzlemleri bu iki diizlemden birisine atamaktir. Diizleme en yakin egitim
verileri, destek vektor olarak adlandirilir [19, 26].

Egitim veri setindeki gézlemleri kullanarak DVM i¢in amag fonksiyonu Esitlik (5)’ deki
gibi yazilabilir.

D(x,w,b) = X', al y,H(x,,x). Egn. 5

Smiflandirma i¢in en 1yi ayirict hiper diizlem, D(x) karar fonksiyonunun sifira esit oldugu
x degerleri ile tanimlanir. Burada a; 'ler Esitlik (6)° da verilen kisitli quadratik problemin
maksimal ¢ozlimiidiir ve H, inner product kernel’dir [26, 27].

1
Qa) = XL, a; — z fiz1a:a;y:y; Hx,x). Eqn. 6

Hata Matrisi

Hata matrisi (Confusion Matrix) bir simiflandiricinin  performansini  6lgmek i¢in
kullanilan bir Sl¢iittiir. Siniflandirma yonteminin farkli siniftaki bireyleri hangi olciide
siniflandirdif1 gosteren bir analiz aracidir. Iki diizeyli bir siniflandirma probleminde 2x2’lik
bir matris seklindedir.
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Dogru Pozitif (DP): Siniflandiric1 tarafindan dogru olarak tahmin edilmis pozitif simif
etiketidir.

Dogru Negatif (DN): Siniflandirici tarafindan dogru olarak tahmin edilmis negatif sinif
etiketidir.

Yanlis Negatif (YN): Smiflandirict tarafindan yanlis olarak tahmin edilmis negatif siif
etiketidir.

Yanlig Pozitif (YP): Smiflandirici tarafindan yanlis olarak tahmin edilmis pozitif smif
etiketidir.

Hata matrisi yardimiyla olusturulacak performans gostergeleri dogruluk (accuracy),
kesinlik (Precision), duyarlilik (recall, sensivity) ve F1 skoru seklindedir. Performans
Olciitleri kullanilirken veri setindeki etiketli durumlarin dengeli olup olmadig1 gézoniinde
bulundurulmahdir. iki sinif smiflandirma icin bu durum her iki smftaki gozlemlerin
yaklagik esit olmasi anlamina gelmektedir [28].

DF + DN
Dogruluk =
DP+DN+YP+YN Eqgn.7
Dp
Kesinlik = ———
DP +YP Eqgn. 8
DP
Duvarlhilik = ——
) DP + YN Eqgn. 9

Duyarlilik = Kesinlik
F1 Skoru=2= -
Duyarlilik + Kesinlik Egn. 10

Dogruluk o6l¢iitiinden elde edilecek sonucun giivenilirligi verinin dengeli dagilimina
baglidir. Dengeli olmayan veri setleri i¢in kesinlik ve duyarlilik dl¢iitleri daha giivenilirdir.
Veri setinin dengeli olmamasi durumunda F1 skoru, kesinlik ve duyarliligi bir arada
kullandigindan daha giivenilir sonuglar vermektedir [28].

TARTISMA VE SONUC

Istasyonlar arasinda su kalitesi degisiminin takibinde makine 6grenme yontemlerinin
performansi arastirilacagindan, {i¢ istasyon kendi aralarinda ikiserli olarak ele alinmis ve
asagidaki gibi kodlanmustir.

I. karsilastirma icin bagimli degisken asagidaki gibi tanimlanmustir.
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B {1 . Mudurnu Cay1 Dere Mahallesi Kdprii
Yi = 0 , Sariyar Baraj Cikis1
II. karsilastirma i¢in bagimli degisken asagidaki gibidir:

B {1 . Mudurnu Cay1 Dere Mahallesi Képrii
Yi~ 1o . Kocacay Deresi Kayabogazi Baraj Cikis:
III. karsilastirma i¢in bagimh degisken asagidaki gibidir:

B { 1 . Sariyar Baraj Cikis:

Yi = o . Kocacay Deresi Kayabogaz Baraj Cikas:

Calismada ele aliman makine O6grenme yontemlerinin siniflandirma performanslar
karsilastirilacagr icin veriler egitim ve test verisi olarak iki gruba ayrilmigtir. Egitim verisi
ile model parametreleri tahmin edilecek, test verileri ile siiflandirma performanslar
degerlendirilecektir. Bu nedenle verilerin 288 tanesi (%75°1) egitim, 96 s1 (%25°1) test verisi
olarak ayrilmistir. Model karsilagtirmasi i¢in ¢apraz gecerlilik kriterinden yararlanilacaktir.
Capraz gegerlilik kriterine kullanildiginda veri setinin %5-%33’iiniin model dogrulugunun
belirlenmesi agamasinda test verisi olarak ayrilmasi genel kabul gérmiis bir orandir.

[1k olarak birinci karsilastirmada su kalitesinin siniflandirilmasinda ele alinacak verilerin
korelasyon degerleri hesaplanmis ve Tablo 1°de verilmistir.

Tablo 1. I Karsilagstirmada Ele Alinan Degiskenlere Ait Korelasyon Matrisi

50 65 8 10 12 510 8 12 16 00 03 06 74 80 86 20 30 40 220 280
T “—‘U‘,A‘AHH 020 | ‘HD‘H ‘\ [020 || IU[IJE“ [ 039 le‘u,éwl I| [019 ] |‘ IjnﬁwlwuH 019 | |Hnﬂn‘1u\| 0.73 \‘ o ‘\ [ 015 ] \‘7‘0!1‘ ‘\ [0z o,

3% | [ Fm][ o0 | [o1s |[ oo ][ o1 |[oss |[ oes |[oss |[ 012 ][ 0ar | [ om0 |[ 02 |[0zz |[ 001 ][ 070 |[ 00 ]
B | [l [ | [ 013 | [ 016 | [ 002 | [ 023 | [ 007 |[ o020 |[ o027 |[ 000 |[ 011 |[ 037 |[ 060 |[ 016 ][ 009 |[ ooe Ei
" = 8 lerien) [005 [ 046 | [ 015 | [ 04a | [ 000 | [o1s | [ 020 | [0z | [ o1z | [ 0390 | [oes | [ 0ar | [ 020 |
| [ [ P [ Tqnl [ o0 ] [ o5t | [osa |[oss | [o21 |[083 | [ 037 |[-048 |[043 | [oas |[ o074 | [ 083 Fo
o Jomme ) mmed huceme ) Lo ko] B~ ][ 014 | [ 018 | [ cos | [ 007 |[ ooz |[ 023 |[ voz | [ 008 | [ 000 |[ coo |[ 013 ]
] o) [ Comm] [t i L ) [0 ] [0 ][5 ] [ | [0 | [0 ] =07 ] [0 ] [0 ] (o7 E,
° 3] | [ [ o ] L@ [ [0 ][00 ] (25 | [0z | [ ] (0% ][00 | [0 ] [o% ]
b L] ] o] i} ] o] [ [offl ) o1 ] [ ] (077 ] [0 ] [0z ] (o] (o] [om b
st L)l gl il [l | ]l JRT J[ 00 [[ oo J[020 [0 |[015 ][0z [[om]
b P fe o ] Lt | Evnnd B P | D] P [ TR {005 J[ 020 | [ 008 J[ 000 [[0as | [0e7 Eo
o I TR [ [ [l ] P [ ] ) B Lm) (000 [ [0 | [ose [ [Lot2 [ [ om0 ]
e ] L ) ] [ mad o ] i | (i L ) b T i ] (] 07 ) [0 ] [Co06 ] [Cor7 ] [o22 <
o | [ [ ] L] [l B [ ] o] [ e e | e fe - [ [ [ 020 [0 | [ o7 ]
R 3B [ [ 9 SR A S [ F P B | B e B L) [on |

T T TTTTTTTT TTTT TTTTTT T
510 & 10 14 350 450 180 240 10 20 00 06

160 220

Yiiksek derecede korelasyonlar su kalitesinin takip ve tespitini zorlastiran unsurlardir.
Ancak su kalitesi karakteristikleri yapisal olarak korelasyonlu verilerdir ve 6rnek hacmi
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arttirilarak bu korelasyon degerleri azaltilamaz. Tablo 1’e gore, Ca+ ile TH arasinda 0,93,
EC ile Mg++ arasinda 0,84 ve EC ile TH arasinda 0,83, Mg++ ile TH arasinda 0,85
korelasyon s6z konusudur.

Ikinci karsilastirmada ele alinan istasyonlardaki su kalite karakteristiklerine ait
korelasyon degerleri de hesaplanmis ve Tablo 2’de verilmistir.

Tablo 2. II. Karsilagtirmada Ele Alinan Degiskenlere Ait Korelasyon Matrisi
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Tablo 2’ye gore, Ca+ ile EC arasinda 0,90, Ca+ ile M-Al arasinda 0,87, Ca+ ile TDS
ile arasinda 0,80 korelasyon s6z konusudur. Bu durumda Ca+’nun EC, M-Al ve TDS ile
arasinda yiiksek diizeyde coklu i¢ iliski oldugu goriilmektedir. Benzer sekilde EC’nin
Ca+ ile 0,90, M-Al 0,85 ve TDS ile 0,80 korelasyonlu oldugu goriilmektedir. Diger su
kalite karakteristikleri arasinda da benzer sekilde yiiksek korelasyonlar mevcuttur.

Son olarak tigiincii karsilastirmada ele alinan istasyonlardaki 6l¢iimler i¢in korelasyon
analizi gergeklestirilmis ve Tablo 3’te elde edilen sonuglar verilmistir.
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Tablo 3. III. Karsilastirmada Ele Alinan Degiskenlere Ait Korelasyon Matrisi
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Tablo 3 incelendiginde, Cl ile EC arasinda 0,90, Mg++ arasinda 0,81, Na+ arasinda
0,92 ve SO4 arasinda 0,83 korelasyon s6z konusudur. Benzer sekilde EC ile Na+ arasinda
0,88 ve SO4 arasinda 0,85 korelasyon vardir. Bu degiskenlerin birlikte degisimlerinin
oldukca giiclii oldugu tespit edilmistir.

Daha sonra 3 istasyondaki veri setleri i¢in aykir1 deger analizi gergeklestirilmistir.
Aykirt degerler su kalitesindeki 6nemli degisikliklerin gdstergeleridir. Verilerin 6l¢ii
birimleri farklilik gosterdiginden ele alinan yontemlerinin uygulanmasinda
standartlastirilmis gézlemler kullamilmistir. Aykir1 deger tespiti i¢in her degiskene ait
cizilen kutu biyik grafikleri Sekil 2°de verilmistir. Kutu biyik grafiklerinde aykir1 deger
olarak belirlenen gozlemler kirmizi renkle gosterilmistir. Sekil 2 incelendiginde Mudurnu
Cay1 Dere Mahallesi Koprii istasyonundaki 6l¢iimlerde ¢ok sayida aykir1 deger tespit
edilmistir. Daha sonra Kocagay Deresi Kayabogazi Baraj Cikis1 istasyonuna ait verilerde
de aykir1 degerlerin ¢ok sayida oldugu goriilmiistiir.
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Calismanin devaminda ilk olarak her bir karsilastirma i¢in egitim verileri (288 veri)
kullanilarak denetimli makine Ogrenme yontemlerinin parametre tahminleri elde
edilmistir. Daha sonra bu tahminler kullanilarak test verilerine (96 veri) iliskin
performans degerleri hesaplanmig ve Tablo 4°te verilmistir.

Tablo 4. Egitim Kiimesine Iliskin Performans Degerleri

Karsilastirma Yontem Dogruluk | Kesinlik Duyarhilik F1-score
DVM 0,90104 0,93750 0,87379 0,90452
Rassal Orman 0,80208 0,79167 0,80851 0,80000
I. Karsilastirma
Lojistik Regresyon 0,88021 0,90625 0,86139 0,88325
LDA 0,84375 0,86458 0,83000 0,84694
DVM 0,87500 0,90625 0,85294 0,87879
Rassal Orman 0,73438 0,73958 0,73196 0,73575
II. Karsilastirma
Lojistik Regresyon 0,81771 0,83333 0,80808 0,82051
LDA 0,79167 0,80208 0,78571 0,79381
DVM 0,91667 0,95833 0,88462 0,92000
Rassal Orman 0,83333 0,81250 0,84783 0,82979
III. Karsilastirma
Lojistik Regresyon 0,90625 0,94792 0,87500 0,91000
LDA 0,89063 0,92708 0,86408 0,89447

Ilk karsilastirmada ele alman istasyonlar aras1 su kalite degisiminin tespiti icin
dogrusal DVM kullanildiginda, test verileri yardimiyla hesaplanan dogruluk degeri
0,90104’tlir. Benzer sekilde kesinlik degeri 0,93750, duyarlilik degeri 0,87379 ve F1
skoru 0,90452°dir. Bu kriterler veri yapisina duyarli olarak yorumlanabilir. Ele alinan
istasyonlarda esit sayida gézlemler incelendiginden veri yapisi dengelidir. Bir bagka ifade
ile 1 ve 0 olarak kodlanan gozlem sayilari esittir. Bu nedenle karsilastirmada dengeli veri
durumunda etkin sonuglar veren dogruluk kriterinin kullanilmas1 uygun olacaktir. ilk iki
istasyon arasindaki su degisiminin makine 6grenmesi yardimiyla tespiti i¢in rassal orman
algoritmas1 kullanilirsa dogruluk degeri 0,80208, lojistik regresyon kullanilirsa 0.88021
ve LDA kullanilirsa 0.84375’tir. Dogruluk degeri en yliksek olan yontemin siiflandirma
amaciyla kullanilmasi daha uygundur. F1 skoru kesinlik ve duyarlilik 6l¢iitlerinin birlikte
degerlendirilmesini saglamaktadir. Ozellikle dengeli olmayan veri yapilarinda F1 skoru
dl¢iit olarak tercih edilmektedir. i1k karsilastirma igin F1 skorlar1 incelendiginde dogruluk
kriterine benzer olarak denetimli 6grenme yontemlerinin performans sirasi en yiiksekten
baslayarak DVM, lojistik regresyon, LDA ve rassal orman seklindedir.

Ikinci karsilastirma icin benzer sekilde test verileri iizerinde 4 farkli makine 6grenme
yontemi i¢in performans kriterleri belirlenmistir. Bu karsilastirmada da veri seti dengeli
oldugundan dogruluk kriteri baz alinmistir. Dogruluk kriterine gore ikinci karsilagtirmada
ele alinan iki istasyondaki su kalitesi degisimi i¢in en etkili yontemin dogrusal DVM
oldugu belirlenmistir. Dogrusal DVM i¢in dogruluk degeri 0.87500, rassal orman i¢in
0.73438, lojistik regresyon i¢in 0.81771 ve LDA i¢in 0.79167 dir.
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Son olarak {igiincli karsilastirmada ele alinan istasyonlar arasinda su kalitesi
degisiminin tespiti i¢in denetimli Ogrenme yontemlerinin performanst su sekilde
belirlenmistir. Dogrusal DVM i¢in dogruluk degeri 0.91667 ve F1 skoru 0.9200°dir.
Lojistik regresyon i¢in dogruluk degeri 0.90625 ve F1 skoru 0.91°dir. En diisiik
performans degeri rassal orman algoritmasina aittir. Rassal orman i¢in dogruluk degeri
0.83333 ve F1 skoru 0.82979 olarak belirlenmistir.

Ayrica aykir1 degerlerin ¢ok oldugu Mudurnu Cay1 Dere Mahallesi Koprii ile Kocagay
Deresi Kayabogazi Baraj Cikisi istasyonlart arasinda su kalitesi degisiminin denetimli
makine O0grenme yontemleri yardimiyla izlenmesi konusunda performanslarin, diger
karsilastirmalara gore daha diisiik oldugu tespit edilmistir. Sakarya Nehri Sariyar Baraj
Cikis1 istasyonundaki su kalite karakteristiklerinin ise daha az aykir1 deger icermesi, diger
istasyonlara gore su kalitesinin tespitini olumlu olarak etkilemistir.

SONUC

Su kalitesinin tespiti ve takibi geleneksel olarak zaman alic1 laboratuvar analizleriyle
yapilmaktadir. Ancak glintimiizde akilli sistemlerin hizli gelisimi ve uyarlanmasi ile daha
hizli ve giivenilir bir sekilde yapilabilmektedir. Bir¢ok tilkede gelecekte karsilagilabilecek
su kithigr sorununun ¢oziimii i¢in akilli sistemlerle su kalitesinin takibi yapilmaya
baslanmigtir. Akilli sistemler istatistiksel 6grenme algoritmalarini kullanmaktadir.
Denetimli makine 6grenme yontemleri de siniflandirma alaninda yaygin olarak kullanilan
istatistiksel 6grenme yontemleridir.

Bu calismada su kalitesinin degerlendirilmesi i¢in kullanilabilecek 4 farkli denetimli
makine 6grenme yontemi tanitilmistir. Daha sonra Sakarya havzasi lizerindeki istasyonlar
aras1 su kalitesi degerlendirilmesinde bu yontemlerin performanslart incelenmistir.
Sakarya Nehri iizerindeki 3 istasyon ikiserli olarak karsilastirilmustir. Istasyondan
istasyona su kalitesi degisiminin tespiti i¢in en yiiksek dogrulukla sonug¢ veren denetimli
makine dgrenme ydnteminin DVM oldugu belirlenmistir. Ilk karsilastirmada DVM gore
dogruluk orani 0.90, ikinci karsilagtirmada 0.87 ve son karsilagtirmada yaklasik 0.92
olarak hesaplanmistir. Ayrica veri setlerinde bulunan aykir1 degerlerin siniflandirma
performanslar iizerinde olumsuz etkilerinin oldugu tespit edilmistir. Birinci ve iigiincii
istasyon arasindaki mesafe diger mesafelere gore daha kisadir. Konum olarak daha yakin
iki istasyon arasindaki su kalitesi degisiminin dogru smiflandirma degerinin de diistiigi
tespit edilmistir. Bunun nedeni yakin iki istasyondan alinan su numunelerinin benzer
kirleticilere maruz kalmasi olabilir.

Kiiresel iklim krizinin derinlestigi giinlerde, kit kaynaklarin etkin kullanilmasi 6nem
arz etmektedir. Icilebilir su kaynaklari da kit kaynaklar arasinda ilk sirada yer almaktadr.
Bu calisma ile siirdiiriilebilir su kalite yonetimi i¢in denetimli 6grenme algoritmalarin
etkin sonuglar verdigi belirlenmistir. Nehir suyu kalite izleme c¢alismalarinda suyun
siiflandirilmasinda 6zellikle DVM tercih edilebilir.

153



Altin Yavuz et al.: DENETIMLI MAKINE OGRENME YONTEMLERI ILE YUZEY SU KALITESININ SINIFLANDIRILMASI

KAYNAKLAR

[1]

[2]
[3]

[4]

[5]

[6]

[7]

[8]

[9]

[10]

[11]
[12]

[13]

[14]

[15]

[16]

[17]
[18]
[19]

[20]

Orsam Su Arastirmalar1 Programi,
‘http://www.orsam.org.tr/tr/SuKaynaklari/MerakEdilenler.aspx?SorulD=2
http://cevreonline.com/su.htm

I. Yiiksel, M. Sandalc1, G. Ceribas1 ve O. Yiiksek, «Kiiresel Isnma ve Iklim Degisikliginin
Su Kaynaklarina Etkileri,» %1 iginde 7. Kiy1 Miihendisligi Sempozyumu, Trabzon, 2011.

WHO (World Health Organization); UNICEF (United Nations International Children’s
Emergency Fund). (2015): Progress on Sanitation and Drinking Water -2015 Update and
MDG Assessment. World Health Organization, 90. https://doi.org/10.1007/s13398-014-
0173-7.2

Asadollah, S.B.H.S., Sharafati, A., Motta, D., Yaseen, Z.M. (2021): River water quality
index prediction and uncertainty analysis: A comparative study of machine learning
models, Journal of Environmental Chemical Engineering, 9, 1-14.

Bilali, A., Taleb, A. (2020): Prediction of irrigation water quality parameters using machine
learning models in a semi-arid environment, Journal of the Saudi Society of Agricultural
Sciences, 19, 439-451.

Yildiz, D., Ozgiiler, H. (2020): Yapay Zeka ve Su Yénetimi, Su Politikalar1 Dernegi, Rapor
No: 30. Ankara.

Chen, K., Chen, H., Zhou, C., Huang, Y., Qi, X., Shen, R., Liu, F., Zuo, M, Zou, X., Wang,
J., Zhang, Y., Chen, D., Chen, X., Deng, Y., Ren, H. (2020): Comparative analysis of
surface water quality prediction performance and identification of key water parameters
using different machine learning models based on big data, Water Research, 171, 1-8.
Tousi, E.G., Duan, J., Gundyb, P.M., Bright, K., Gerba, C.P. (2021): Evaluation of E. coli
in sediment for assessing irrigation water quality using machine learning, Science of the
Total Environment, 799, 1-13.

Ahmed, A.N., Othman, F.B., Afanb, H.A., Ibrahim, RK., Fai, C.M., Hossain, D., Ehteram,
M., Elshafie, A. (2019): Machine learning methods for better water quality prediction,
Journal of Hydrology, 578, 1-18.

Castrillo, M., Garcia, A.L. (2020): Estimation of high frequency nutrient concentrations
from water quality surrogates using machine learning methods, Water Research, 172, 1-9.
Lu, H., Ma, X. (2020): Hybrid decision tree-based machine learning models for short-term
water quality prediction, Chemosphere, 249, 1-12.

Bui, D.T., Khosravi, K., Tiefenbacher, J., Nguyen, H., Kazakis, N. (2020): Improving
prediction of water quality indices using novel hybrid machine-learning algorithms,
Science of the Total Environment, 721, 1-16. of

Dogo, E.M., Nwulu, N.1., Twala, B., Aigbavboa, C. (2019): A Survey Machine Learning
Methods Applied To Anomaly Detection On Drinking-Water Quality Data, Urban Water
Journal, 16 (3), 235-248

Shah, M.1., Javed, M.F., Abunama, T. (2021): Proposed formulation of surface water
quality and modelling using gene expression, machine learning, and regression techniques,
Environmental Science and Pollution Research , 28, 13202—-13220.

Mubharemi, F., Logofatu, D., Leon, F. (2019): Machine learning approaches for anomaly
detection of water quality on a real-world data set, Journal of Information And
Telecommunication,3 (3), 294-307.

Ahmed, U., Mumtaz, R., Anwar, H., Shah, A.A., Irfan, R., Garcia-Nieto, J. (2019):
Efficient Water Quality Prediction Using Supervised Machine Learning, Water, 11, 1-14.
Haghiabi, A.H., Nasrolahi, A.H., Parsaie, A. (2018): Water Quality Prediction Using
Machine Learning Methods, Water Quality Research Journal, 53(1), 3-13.

Meltek, S., Kayaalp, K. (2020): Makine Ogrenmesinde,Teoriden Ornek Matlab
Uygulamalarina Kadar Destek Vektdr Makineleri, Tksad Publications.

Breiman, L. (2001): Random forests. Machine Learning, 45(1), 5-32.

154



Altin Yavuz et al.: DENETIMLI MAKINE OGRENME YONTEMLERI ILE YUZEY SU KALITESININ SINIFLANDIRILMASI

[21]
[22]
[23]
[24]
[25]
[26]

[27]

[28]

[29]

Hastie, T., Tibshirani, R., & Friedman, J. (2009): The elements of statistical learning: data
mining, inference, and prediction. Springer Science & Business Media.

Dangeti, P. (2017): Statistics for machine learning. Packt Publishing Ltd.

Klecka, W. (1980): Discriminant Analysis. Sage Publications, London.

Johnson, R. Wichern, D. (2002): Applied Multivariate Statistical Analysis, Prentice
Hall, Upper Saddle River, NJ, 5. ed edition.

Vapnik, V. (1998): Statistical Learning Theory. Wiley-Interscience, New York.

Koranga, M., Pant, P., Pant, D., Bhatt, A.K., Pant, R.P., Ram, M., Kumar, T. (2021): SVM
Model to Predict the Water Quality Based on Physicochemical Parameters, International
Journal of Mathematical, Engineering and Management Sciences, Vol. 6, No. 2, 645-659.
Leonga, W.C, Bahadorib, A., Zhangc, J., Ahmad, Z. (2021): Prediction of Water Quality
Index (WQI) Using Support Vector Machine (SVM) And Least Square-Support Vector
Machine (LS-SVM), International Journal of River Basin Management, VOL. 19, NO. 2,
149-156.

Uguz, S. (2021): Makine Ogrenmesi Teorik Yonleri ve Pyhton Uygulamalari ile Bir Yapay
Zeka Ekolii, Nobel Yayncilik, 2. Baski.

Ozer, C., K&klii, R. (2019): Asag1 Sakarya Nehri Su Kalitesinin Sulama Suyu Agisindan
Degerlendirilmesi. Artvin Coruh Universitesi Dogal Afetler Uygulama ve Arastirma
Merkezi, Dogal Afetler ve Cevre Dergisi5(2): 237-246.

155



